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深層学習を用いたコードクローン検出器の
汎化性能に関する調査

福家 範浩1 藤原 裕士1 吉田 則裕2 崔 恩瀞3 井上 克郎1

概要：ソフトウェア保守において問題となる要因の 1つとしてコードクローンがある．字句の違いだけで
はなく構文的や意味的な違いも含むコードクローンを検出するために，近年，深層学習を用いた検出器が
提案されている．深層学習を用いた研究では，検出器の学習と精度計測のために 1つのデータセットの中
から学習データと計測データを取得していることが多い．しかし，実開発環境でコードクローン検出器を
用いる場合，学習データセットに含まれていないコードクローンを検出する可能性があるため，既存研究
で報告されている精度より低い精度で検出器がコードクローンを検出する可能性がある．そのため，学習
データと計測データに異なるデータセットを使った精度計測も必要だと考えられるが，既存研究ではその
精度計測は行われていない．そこで，本研究では，コードクローン検出器の汎化性能を明らかにするため
に，学習データと計測データに異なるデータセットを使う場合のコードクローン検出器の精度を調査した．
その結果，学習データと計測データが異なる場合，既存論文で報告されているより精度が低いことを確認
した．
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1. まえがき
コードクローンとは，ソースコード中に存在する同一，

または類似した部分を持つコード片を示し，主に開発者が
効率よく開発を行うために既存のコード片をコピーアンド
ペーストすることで生成される．一般的にコードクローン
は，ソフトウェアの保守を困難にする要因の 1つとして挙
げられている．あるコード片にバグが存在する場合，一致
または類似するコード片にも同様のバグが含まれている可
能性が高い．そのため，開発者はバグを見つけた場合，見
つけたコード片に対してだけではなく一致または類似する
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コード片に対してもバグの修正を検討をする必要がある．
そのため，ソフトウェアの保守を行う際は，コードクロー
ンがどこに存在するかを把握し，管理する必要がある．し
かし，大規模開発となると非常に多くのコード片の組み合
わせが存在し，開発者が全てのコードクローンについて手
作業で探して管理することは現実的ではない．そこで開発
者はコードクローンを管理するためにコードクローン検出
器を利用する [1–4]．
コードクローン検出器には，CCFinder [5]や CCFinder

の後継機である CCFinderX*1などが挙げられる. これら
の検出器は検出の前処理として字句解析を行って，字句単
位でのコードクローンの検出を行うことが出来る．しか
し，ソースコード中で文の挿入や削除など大きな構造の違
いがあるコードクローンや，異なる実装で処理が同じであ
るコードクローンを検出することはこれらの検出器では困
*1 http://www.ccfinder.net/
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難である．そこで最近では従来の検出器では検出が困難な
コードクローンを検出するために，コード片の特徴量同士
から深層学習を用いてコードクローンであるかどうかを
分類する CCLearner [6]や ASTNN [7]等の検出器が提案
されている．これら深層学習を用いた検出器では，事前に
コードクローンのデータセットを用いて深層学習モデルの
学習を行う．実際に開発者がコードクローン検出器を利用
する際は，事前に学習したモデルを用いて，学習に用いた
データセットにないソースコードに対して検出を行う．し
かし，これらの検出器の性能の調査では 1つのデータセッ
トの中から学習と検証のデータを取得しているため，現実
的な利用に則した汎化性能を調べることが出来ていない．
そこで本稿では，深層学習を用いたコードクローン検

出器である CCLearnerと ASTNNに，学習と検証で別の
データセットを用いて検出器の汎化性能の調査を行った．
以降，2章では，本調査に関わるコードクローン検出器

の関連研究や精度調査のためのコードクローンデータセッ
トに関して説明する．3章では，汎化性能を調べるための
調査方法について説明を行う．4章では，本調査で行った
実験の結果について説明する．5章では，まとめと今後の
展望について説明する．

2. 背景
2.1 コードクローン
コードクローンとは，ソースコード中の一致または類似

するコード片を指す．コードクローンは違いによって大き
く 4つのタイプに分類される．
タイプ 1（以降 T1） 空白やタブ・改行・コメント以外は

一致
タイプ 2（以降 T2） タイプ 1に加え，変数名や関数名
などユーザ定義・変数の型の違い

タイプ 3（以降 T3） タイプ 2に加え，文の挿入や削除
変更などの違い

タイプ 4（以降 T4） タイプ 3に加え，同一の処理を行
うが構文上の実装の違い

T3 コードクローンは構文的な類似度によって，90%以
上は Very Strong Type 3（以降 VST3），70%から 90%は
Strongly Type 3（以降 ST3），50%から 70%はModerately

Type 3（以降 MT3），50%未満はWeakly Type 3（以降
WT3）のようにさらに細分化される．

2.2 コードクローン検出器
CCFinder等の従来のルールベースでの検出器の場合，

T1とT2のコードクローンを検出することは出来るが，T3
と T4のコードクローンに対する検出精度が低いことが知
られている．そこで近年では，コード片の特徴量からコー
ドクローンか否かの分類に深層学習を取り入れた検出器が
提案されている．

深層学習を用いたコードクローン検出器にCCLearner [6]

と ASTNN [7]がある．CCLearnerはトークンベースでの
検出器であり，コード片を分割して得たトークンをあらか
じめ決められた 8 つのカテゴリに分類し，それらの頻度
をコード片の特徴量として深層学習モデルに入力するこ
とで，入力したコード片対はコードクローン対か否かを分
類する．CCLearnerでは，T1から ST3のコードクローン
の検出精度が従来の検出器よりも高くなった．ASTNNは
AST（抽象構文木）の構造をベースにした検出器であり，
コード片から生成した ASTとWord2Vecを用いてベクト
ル化したノードを用いてコード片の特徴ベクトルを求め，
それらを深層学習モデルに入力することで，入力したコー
ド片対はコードクローン対か否かを分類する．
深層学習を用いたコードクローン検出器は，使用する前

に検出器に使われている深層学習モデルの学習を行う．検
出器の精度を調べるためには，モデルの学習を行う用とモ
デルの学習を見る検証用とモデルの最終的な精度計測用の
データが必要となる．CCLearnerでは 1つのデータセット
をソースコードのフォルダ単位で学習と精度計測用のデー
タに分けている．ASTNNでは 1つのデータセットの 6割
を学習，2割を検証，2割を精度計測用に分けている．

2.3 検出精度の評価のためのデータセット
コードクローン検出器を評価するためには，事前にコー

ドクローンの分類などをタグ付けしたデータセットを用
いる．
最も用いられるコードクローン検出器評価用のデータ

セットの 1つに BigCloneBench [8]（以降 BCB）が挙げら
れる．BCBは Svajlenkoらによって作成された Javaソー
スコードの大規模データセットで，プロジェクト間リポジ
トリの大規模データである IJaDataset 2.0 [9]にあるソー
スコードをもとに作成されたものである．IJaDataset 2.0

の中から特定の機能のソースコードをマイニングし，それ
らに手動でクローンと非クローンのラベル付けをすること
でコードクローン検出器のベンチマークとした．BCBに
は，T1・T2・T3・T4のタイプ分類のタグやコード片同士
の類似度もつけられており，クローンタイプごとの検出精
度も求めることが出来るようになっている．
Google Code Jam に提出されたソースコードを利用

してコードクローン検出器を評価する研究が行われてい
る [10–12]．ZhaoとHuangは，DeepSimの評価用にGoogle

Code Jamに提出されたデータセットを公開している [12]．
このデータセットを以降，GCJと呼ぶ．このデータセット
は，同じ設問に対して提出された解答ソースコードは，実
装の上では異なるが行う処理は同じである T4のコードク
ローンという仮定のもとに作成されたものである．12個の
設問から 1669個のプロジェクトを取得し，内訳はコードク
ローン対は約 275,000，非コードクローン対は約 1,116,000

2ⓒ 2021 Information Processing Society of Japan

Vol.2021-SE-207 No.12
2021/3/1



情報処理学会研究報告
IPSJ SIG Technical Report

となっている．

2.4 汎化性能
深層学習では，特定のデータに対してのみ精度が良いの

ではなく，どのデータに対しても精度が公平に良いものが
優れているとされている．例えば顔認識の問題では，人種
間での検出精度に差があり，その差を埋める公平に検出を
行うための研究がされている [13]．コードクローン検出器
に対しても同様のことが考えられ，特定の機能のソース
コードに対して性能が良いものよりも，どのソースコード
に対しても性能が良いものが優れていると言える．本調査
では，特定のソースコードにのみ性能が良いのではなく，
どのソースコードに対して性能が良いことを汎化性能が高
いとする．

2.5 既存研究の問題点
CCLearnerや ASTNN等の既存研究のように学習と計
測に同じデータセットを用いた場合，データセットに偏り
があると学習済みのクローン検出器でどのソフトウェアに
対しても同じ精度で検出することが出来ない可能性が出て
くる．実際，BCBは IJaDataset 2.0から特定の機能を持
つように抽出されたデータセットで，世の中に存在してい
るソースコードの中では偏っている可能性が高い．特定の
コードクローンのみ検出出来る可能性を捨てるためには，
別のデータセットに対しての検出精度を調べる必要があ
る．しかし，CCLearnerやASTNN等の既存研究ではこの
調査が行われていない．

3. 調査の手順
この章では，深層学習を用いたコードクローン検出器で

ある CCLearnerと ASTNNの汎化性能の調査手順につい
て説明する．深層学習を用いたコードクローン検出器の最
終的な目標は，事前に検出器の学習を行って未知のソース
コードに対して適用することである．そのためには，学習
済みのコードクローン検出器がどのデータセットに対して
も同じ精度が出せるのかどうかが検出器の信頼性につな
がってくる．そのため，本調査では，現実的な検出器の利
用をするための検出器の信頼性の指標の 1つとして利用さ
れるように，同一のデータセットを使った場合と別のデー
タセットを使った場合の精度を検証し汎化性能の調査を
行う．

3.1 汎化性能調査に用いたデータセット
3.1.1 BCB （BigCloneBench）
2.3節で説明した BCBは論文で公開されてから何度か
データセットが追加されており，どの検出器も発表時の最
新のデータセットを用いて学習と検出器の精度検証を行っ
ている．本調査では，報告された検出器を用いてどのデー

表 1 CCLearner の学習に用いたクローンタイプの内訳 [6]

クローンタイプ 学習データ数 計測データ数
T1 13,802 2,383

T2 3,116 671

VST3 1,210 873

ST3 4,666 5,365

MT3 0 31,413

WT3/T4 0 1,540,513

非コードクローン対 22,794 -

表 2 ASTNN の学習に用いたクローンタイプの内訳
クローンタイプ 学習データ数 計測データ数
T1 1,2092 3,164

T2 9,281 706

VST3/ST3 10,973 3,651

MT3 11,978 4,017

WT3/T4 11,949 3,974

非コードクローン対 12,092 3,994

タセットに対しても検出器は有効かどうかを調べるため，
検出器の学習には報告された当時のデータセットを使用す
ることにした．ASTNNは CCLearnerよりもあとに提案
された検出器のため，BCB全体のデータ数は CCLearner

の時よりも増加している．表 1と 表 2は，CCLearnerと
ASTNNに用いた BCBのデータの内訳である．
CCLearnerの論文中に，CCLearnerはトークンベース

の検出器であるためMT3 やWT3/T4 のコードクローン
を学習データに用いると検出精度が下がるという報告 [6]

があったため構文的な類似度がMT3以下のコードクロー
ンは本調査でも学習データに含めていない．ASTNNでは
比較的数の少ない T2等も検出器に反映されるように，学
習と検証と計測に用いるコードクローンの多いものを最大
20,000に制限して学習を行った．
検出器の評価指標の 1つである precisionは一般的に非
コードクローン対の数を使用して求めるが，CCLearnerで
は違った方法で精度を評価しているため非コードクローン
対の計測数はハイフンとしている．CCLearnerでの評価方
法は，3.3.1で説明する．
3.1.2 GCJ （Google Code Jam データセット）
2.3 節で説明した GCJ は，Zhao と Huang がコードク

ローン検出器の精度評価のために作成したデータセットで
ある．このデータセットは，オープンジャッジシステムの
1つである Google Code Jamの中から 12の設問に対する
解答ソースコードを取得して作られた．設問ごとの解答数
は，表 3のようにばらつきがあり，多いものは 477個，少
ないものは 2個となっている．12の設問全ての解答ソース
コード数は 1663個，コードクローン対の数は 274,048個
である．非コードクローン対に関しては，別の設問に対す
る解答ソースコードのコード片同士は非コードクローン対
となるため，非常に多くのデータ数となる．しかし，今回
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表 3 Google Code Jam データセットの設問ごと解答コード数
設問 解答コード数

1 477

2 88

3 242

4 38

5 2

6 434

7 27

8 245

9 68

10 18

11 20

12 4

計 1663

の調査では，非コードクローン対の数をコードクローン対
と同じ 274,048個ランダムに選び，精度の検証を行った．
なお，CCLearnerとASTNNともに同じデータセットを用
いて検出器の精度の検証を行った．

3.2 評価指標
本調査では，GCJでの評価の指標に precision，recall，

f1，AUCを用いた．本調査での，true positiveや true neg-

ative，false positive，false negative について以下で説明
する．
true positive コードクローンのうち，検出されたコー
ド片

true negative 非コードクローンのうち，検出されなかっ
たコード片

false positive 非コードクローンのうち，誤って検出さ
れたコード片

false negative コードクローンのうち，検出されなかっ
たコード片

precision（適合率）は，true positiveと false positiveの
うち，true positiveの割合である．recall（再現率）は，true
positiveと false negativeのうち，true positiveの割合であ
る．precision または recall のどちらかだけが極端に数値
が高い場合，ほとんどのコード片対にたいしコードクロー
ンまたは非コードクローンと判断している可能性がある．
それらを解消するための指標の 1つに f値があり，以下の
式 (1)で表される precisionと recallの調和平均は f1と呼
ばれる指標である．調和平均では，どちらかの値だけが極
端に大きい場合にも低い結果となる．

f1 = 2
precision · recall
precision+ recall

(1)

検出器の性能の比較を行うには，主にこの指標を用いるこ
とが多い．
AUCとは，ROC曲線と呼ばれる曲線と軸との間に出来
た面積の値である．ROC曲線とは，false positive rateを

横軸にとり，true positive rateを縦軸にとり，閾値を変化
させながらプロットしていくことで出来る曲線のことで
ある．曲線と軸との間の面積が大きく 1に近い場合，その
検出器は分解能が高いものであると言える．本調査では，
AUCの値を precisionと recallの値の変化と閾値の関係を
見るために使用した．

3.3 学習と汎化性能の計測手順
本調査で行った実験の手順を図 1に示す．

3.3.1 STEP1: BigCloneBenchでの学習
CCLearnerとASTNNともに論文と同様のデータセット
を用いて学習を行った．CCLearnerでは，BCBの中で最
もソースファイルの多いフォルダ内のデータを学習用デー
タにし，ASTNNでは抽出済みの BCBのデータをランダ
ムに分割して学習用データにし，検出器の学習を行った．
3.3.2 STEP2: BigCloneBenchでの計測
CCLearnerの評価は検出したコードクローン対を，実際に
人が確認を行って精度の評価を行っている．論文と全く同じ
環境で評価することが出来ないため，本調査ではCCLearner

については BCBでの計測結果は，CCLearnerの論文で報
告されている値を使用することにした．CCLearnerの論文
での評価の方法の詳細を説明する．recallの値は他の検出
器の評価方法と同様で，全ての既知のコードクローンのうち
検出出来ているコードクローンの割合である．precisionの
値は他の検出器の評価方法とは異なっている．CCLearner

では約 10万のコードクローンを検出しており，その中から
95％の精度で評価を行うために検出されたコードクロー
ン対から 385個を抽出して評価を行っている．抽出された
385個のコードクローン対に対し，実際に調べて確認を行
うことで母集団での精度を±5%で評価することが出来る．
f1の値は，上記の方法で求めた precisionと T1-ST3での
recallを用いて算出している．
ASTNNでは，コードクローン対と非コードクローン対

の双方のタグが付けられたコード片対に対して計測を行っ
ている．そのため，評価はそれらの全ての検出結果に対し
て評価が行われている．ASTNNで用いられている BCB

のデータセットは，コードクローンのタイプごとの最大数
を 20,000にしていたため，もとのコードクローンのタイプ
の分布に合わせて重みを付けて評価を行った．
3.3.3 STEP3: Google Code Jamデータセットでの

精度評価
CCLearner では，ソースコードの入ったフォルダ内に
あるコードクローン対として検出して提示する．本調査で
は，ASTNNと同じ条件でコードクローン検出の精度を評
価するために，選択したコード片同士の比較を行った．ま
た，提案されている検出器では，以下のようなものは深層
学習モデルに通す前にコードクローン対の候補から外して
いた．
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BigCloneBench
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⽐較
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図 1 汎化性能調査で行った実験手順

• メソッド内の行が 6行以内
• メソッド Aとメソッド Bの対の場合，Aと Bのどち
らかが他方の 3倍以上の行数

• 8つの類似度ベクトルの計算を行い，平均が 0.5以下
となったもの

しかし，本調査では AUCの値も求めたいため，それらに
対しても precisionと recallと f1の計算を行うこととした．
ASTNNでは，BCBと同様に計測を行い，全てのコー
ドクローン対に対し公平に計測を行ったため，重みを付け
ずに計算された precisionと recallと f1をそのまま結果と
した．

4. 調査実験
この章では本調査で行った BCBでの性能の検証と GCJ

での性能の検証の実験の結果を説明する．

4.1 BCBでの性能の検証結果
BCBで学習した検出器の性能を，BCBを使って計測し
た．表 4 には precision，表 5 には recall，表 6 には f1，
表 7にはAUCの値（AUCについてはASTNNのみ）を示
す．ただし，CCLearnerの値には論文で報告されているも
のを使用した．ASTNNでは実際に検証を行い，ASTNN

の論文で報告されている値に近い性能が出ていることを確
認した．

4.2 GCJでの精度の計測結果
BCBで学習を行い BCBで精度の検証も行った検出器

で，GCJで精度の検証を行った．表 8は，GCJでの計測
結果である．図 2は CCLearnerでの ROC曲線，図 3は

*1 VST3 と ST3 を合わせた結果
*2 Recall には T1-ST3 の値を使用

表 4 BCB で検証したときの precision

CCLearner [6] ASTNN

T1 - 99

T2 - 98

VST3/ST3 - 99

MT3 - 99

WT3/T4 - 99

全体 93 99

表 5 BCB で検証したときの recall

CCLearner [6] ASTNN

T1 100 100

T2 98 100

VST3 98 93*1

ST3 89 -

MT3 28 91

WT3/T4 1 88

全体 - 93

表 6 BCB で検証したときの f1

CCLearner [6] ASTNN

T1 - 99

T2 - 99

VST3/ST3 - 96

MT3 - 95

WT3/T4 - 93

全体 93*2 96

ASTNNでの ROC曲線である．
CCLearnerとASTNNともに，正確にコードクローンの

検出を行えているとは言い難い結果となった．
4.2.1 CCLearnerのGCJでの精度計測結果
CCLearnerは BCBでの T4のコードクローンの検出精

度が悪く，今回の GCJのような T4のコードクローンを
主とした別のデータセットに対しても検出の精度が悪いこ
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表 7 BCB で検証したときの AUC（ASTNN のみ）
ASTNN

T1 100

T2 99

VST3/ST3 96

MT3 95

WT3/T4 94

全体 96

表 8 Google Code Jam データセットでの検証
precision recall f1 AUC

CCLearner 94 5 11 67

ASTNN 50 99 66 39
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図 2 CCLearner で BCB を学習 GCJ で検証した時の ROC 曲線
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図 3 ASTNN で BCB を学習 GCJ で検証した時の ROC 曲線

とが分かった．precisionの値は 94と高い結果であったが，
false negativeは非常に多く recallの値は 5と非常に低い結
果となった．AUCの値も 67と低いため，コードクローン
と判断するときの閾値を下げたとしても大幅な精度の向上
が見込めないことが分かった．
4.2.2 ASTNNの CCLearnerでの精度計測結果
ASTNNは BCBでの T4のコードクローンの検出精度

が良いが，GCJに対してはコードクローンの検出精度が
悪くなった．precisionの値は 50で BCBでの T4の検証結
果よりも悪い結果となった．recallの値は 99で BCBでの
検証結果よりも高い精度が出たが，f1の値を見ると 66と
BCBでの T4の結果よりも大幅に低く，精度が悪くなった

ことが分かった．precisionと recallの値から true positive

と false positiveが多く，ほとんどのコード片対に対して
コードクローン対と判定しているということが分かった．
AUCの値も 39と低いため，コードクローンと判断すると
きの閾値を上げたとしても大幅な精度の向上が見込めない
ことが分かった．

4.3 実験結果考察
BCBと GCJでの実験結果より，コードクローンが検出
出来るかどうかは検出を行うソースコードによると分かっ
た．BCBは SQLや ZIP等ソフトウェアに関するソース
コードであり，GCJはオンラインジャッジシステムへの
解答ソースコードであるため，使われている語句や構造な
どに大きな違いがあった可能性がある．検出を行うソース
コードによって検出できるかどうかが決まるならば，検出
されたコードクローンの精度はどの程度なのか知るために
は手作業でコードクローン識別をしなければならない．こ
れは現実の利用方法に則していない．深層学習を用いた検
出器においては，本調査で行ったように学習と計測で別の
データセットを使用して汎用的な精度も調べるべきである
ことが分かった．

5. まとめ
本調査では，学習済みのコードクローン検出器が，どの

データセットに対しても論文で報告されている精度が出
るか汎化性能の調査を行った．CCLearnerと ASTNNの
2種類の深層学習を用いたコードクローン検出器に対し，
BCBで学習，GCJで精度の計測を行い，学習とは違うデー
タセットに対して検出の精度を計測した場合，学習と同じ
データセットに対する検出の精度に比べて f1の値が低いこ
とが分かった．また，計測したAUCの値の低さから，検出
精度の差が検出の時の閾値の差では無いことも確認した．
今後の課題としては，にデータセットの種類を増やすこ

とが挙げられる．現在，検出の精度を測るためのデータ
セットが少なく，特定のデータセット間での汎化性能の検
証しか行えていない．BCBは OSSの特定の機能を持った
ソースコード，GCJはオンラインジャッジシステムの同じ
設問に提出されたソースコードからデータセットが作られ
ており，それ以外のソースコードに対して検出器が有効か
どうか判断することが出来ない．今後，新たなデータセッ
トを作成することにより，検出器自体の問題だけではなく，
学習データが検出器の精度に対して影響するのかどうかも
調べることが可能となる．
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