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深層学習を用いたコードクローン検出器の
ベンチマーク間精度調査

福家 範浩1 藤原 裕士1 吉田 則裕2 崔 恩瀞3 井上 克郎1

概要：ソフトウェア保守において問題となる要因の 1つとしてコードクローンがある．近年，多様なコー
ドクローンを検出するために教師あり深層学習を取り入れた検出器が提案されている．既存の深層学習を
用いたコードクローン検出器では，検出器の学習と評価のために 1つのデータセットを分割して使用して
いる．しかし，開発者が実開発現場でコードクローン検出器を用いる場合，検出器を適用する対象と学習
データが類似しているとは限らない．そこで，本研究では学習と評価に複数のベンチマークを用いて，深層
学習を用いたコードクローン検出器である CCLearner，ASTNN，CodeBERTに対して精度の調査を行っ
た．その結果，全ての検出器で学習と異なるベンチマークに対し精度が下がり，CCLearnerと ASTNNで
はクローンのタイプごとで精度が異なったことを確認した．また，ASTNNと CodeBERTでは，学習デー
タに類似するベンチマークで評価を行った時，精度が高かったことを確認した．

Investigating the Performance of Deep Learning-based Code Clone
Detectors Using Multiple Benchmarks
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1. まえがき
コードクローンとは，ソースコード中に存在する同一，

または類似した部分を持つコード片を示し，主に開発者が
効率よく開発を行うために既存のコード片をコピーアンド
ペーストすることで生成される．一般的にコードクローン
は，ソフトウェアの保守を困難にする要因の 1つとして挙
げられている．例えば，あるコード片にバグが存在する時，
そのコード片に一致または類似するコード片にも同様のバ
グが含まれている可能性が高い．そのため，開発者は，バ
グを見つけたコード片に対してだけではなくそのコード片
の一致または類似するコード片を探し，それらに対しても
バグの修正を検討する必要がある．そこで，ソースコード
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の中からコードクローンを自動的に検出するため，多くの
コードクローン検出器が提案されている．
代表的な従来のコードクローン検出器には，CCFinder [1]

や CCFinder の後継機である CCFinderX*1などが挙げら
れる. これらの検出器は検出の前処理としてトークン解析
を行うことで，トークン単位でのコードクローンを検出す
る．しかし，従来の検出器でソースコード中で文の挿入や
削除など大きな構造の違いがあるコードクローンや，異
なる実装で処理が同じであるコードクローンを検出する
ことは困難である．そこで最近では，深層学習を用いて
コードクローンを検出する CCLearner [2]，ASTNN [3]，
CodeBERT [4]等が提案されている．これら深層学習を用
いた検出器では，事前にコードクローンのデータセットで
深層学習モデルの学習を行い，学習結果に基づいてコード
クローンを検出する．実開発環境で開発者がコードクロー
ン検出器を利用する時，学習済みのモデルを用いるが，検

*1 http://www.ccfinder.net/
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出器を適用する対象と学習データが類似しているとは限ら
ない．我々の先行研究 [5]では，CCLearnerと ASTNNに
対して，BigCloneBench [6] で学習を行い，Google Code

Jamデータセット [7]で評価を行ったところ，検出精度が
下がったことが分かった．しかし，ベンチマークの特徴に
よってコードクローン検出器の精度がどのような影響を受
けるか知るために，先行研究での実験結果は少ない．
そこで本稿では，深層学習を用いたコードクローン検

出器 CCLearner，ASTNNに CodeBERTを加え，ベンチ
マークを 1つ追加して 3つ用意し，学習と評価に異なるベ
ンチマークを用いた精度の調査を行った．
以降，2章では，本調査に関わるコードクローン検出器

の関連研究や精度調査のためのコードクローンベンチマー
クに関して説明する．3章では，調査方法とベンチマーク
の分析について説明を行う．4章では，本調査で行った実
験の結果について説明する．5章では本調査の考察，6章
ではまとめを述べる．

2. コードクローン検出
ソースコード中の一致または類似するコード片対をコー

ドクローンと呼ぶ．コードクローンは違いによって次のよ
うに大きく 4つのタイプに分類されている [8]．
Type-1コードクローン（以降 T1） Type1 のコードク
ローンは，空白やタブ・改行・コメント以外は一致し
ているコード片対である．

Type-2コードクローン（以降 T2） Type2 のコードク
ローンは，Type1のコードクローンの違いに加えて，
変数名や関数名等のユーザー定義，変数の型の違いが
あるコード片対である．

Type-3コードクローン（以降 T3） Type3 のコードク
ローンは，Type2のコードクローンの違いに加えて，
文の挿入や削除変更等の違いを含むコード片対である．

Type-4コードクローン（以降 T4） Type4 のコードク
ローンは，Type3のコードクローンの違いに加えて，
同一の処理を行うが構文上の実装の違いを含むコード
片対である．

T3は構文的な類似度によって更に細かく分類されてい
る．構文的な類似度が 90%以上のコードクローンは Very

Strong Type 3（以降VST3），70%から 90%のコードクロー
ンは Strongly Type 3（以降 ST3），50%から 70%のコード
クローンはModerately Type 3（以降MT3），50%未満の
コードクローンはWeakly Type 3（以降WT3）のように
さらに細分化できる．また，VST3は ST3とひとまとめで
ST3として，WT3は T4とまとめてWT3/T4として分類
される．

2.1 コードクローン検出器
これまで，ソースコード中からコードクローンを自動的

に検出するために CCFinder等，多くのコードクローン検
出器が提案されてきた．従来の検出器では，T1，T2のコー
ドクローンが高い精度で検出できるが，T3や T4のコード
クローンに対しては検出精度が低いことが知られている．
近年では，T3や T4のコードクローンに対してもコード
クローンの検出精度を高めるために深層学習を用いたコー
ドクローン検出器が多く提案されており，代表的なコード
クローン検出器として以下の CCLearner [2]，ASTNN [3]，
CodeBERT [4]等が挙げられる．
2.1.1 CCLearner

まず，コード片をトークン分割し，分割されたトークン
を予め決められたカテゴリに分類する．カテゴリは，予約
語，演算子，マーカー，リテラル，タイプ識別子，メソッ
ド識別子，修飾名，変数識別子の 8つである．また，これ
らのカテゴリごとで，どのトークンが何個ずつあるかの頻
度リストを取得する．コード片Aのあるカテゴリのトーク
ン頻度リストを LAとする．同様にコード片 Bの頻度リス
トを LB とする．
次にこのトークン頻度を用いてカテゴリごとの類似度

sim scoreを計算する．類似度の計算式を以下の式 (1)に
示す．lAxをトークンリスト LA から取得したトークン x

の個数とする．|lAx− lBx|は，あるトークン xについて
コード片 Aとコード片 Bの個数差の絶対値で，lAx+ lBx

は，個数の和である．これらをトークンごとに足し合わせ
て，差を和で割る．これにより，完全に一致する場合は分
数が 0となり sim scoreが 1となる．仮にそのカテゴリの
トークンが存在しない場合は，sim scoreを 0.5にする．

sim scorei = 1−

∑
x

|lAx− lBx|∑
x

lAx+ lBx
(1)

最後に各々のトークンカテゴリごとの sim scoreをDeep

Neural Networkに入力し，コードクローンであれば 1を
非コードクローンであれば 0を出力するように学習する．
2.1.2 AST-based Neural Network（ASTNN）
まず，コード片から抽象構文木（以降 AST）を生成し，
より細かい木構造であるステートメントツリーを取得す
る．次にステートメントツリーのノード nに対する語彙ベ
クトル vn を取得する．そしてノードの隠れ状態である h

を木構造に従って以下の式 (2)のように計算する．

h = σ(W⊤
n vn +

∑
i∈[1,C]

hi + bn) (2)

W⊤
n ∈ Rd×K は単語の埋め込み次元 d，符号化次元 kの重
み行列，bnはバイアス項である．C はノード nの子のノー
ドの数であり，

∑
i∈[1,C]

hi は子ノード iの隠れ状態を足して

いる．σは，tanh等の活性化関数である．これらの隠れ状
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態 hを用いて，以下の式 (3)から最終的なステートメント
ツリーの表現を得る．N はステートメントツリー tのノー
ド数である．

et = [max(hi1), · · · ,max(hik)], i = 1, · · · , N (3)

その後，ASTに含まれる T個のステートメントツリーの
表現を bidirectional GRU [9]に入力し，コード片のベクト
ル表現を得る．最後に，2つのコード片のベクトル r1，r2

間の距離 r = r1 − r2 を全結合層に入力し，活性化関数と
して sigmoid関数を利用してコードクローンであれば 1を
非コードクローンであれば 0を出力するように学習する．
2.1.3 CodeBERT

CodeBERT は BERT [10] や BERT を 改 良 し た
RoBERTa [11]を基にしており，モデル構造は RoBERTa-

base と全く同じである．CodeBERT の事前学習には，
Masked Language Modeling（Maseked LM)と，BERTで
取り入れられていた連続する文かを判定するNext Sentence

Prediction（NSP）の代わりに Replaced Token Detection

（RTD）の 2つのタスクが用いられている．CodeBERTの
Masked LMでは，自然言語とプログラミング言語のペアに
マスク処理を行い，マスクされた元のトークンを予測する
学習を行う．RTDは自然言語とプログラミング言語のペ
アだけでなく，プログラミング言語だけのデータも用いて
学習を行う．まず，ランダムにマスクされたトークンに対
し，自然言語には自然言語の生成器を，プログラミング言
語にはプログラミング言語の生成器を用いて，もっともら
しく置き換えられるトークンを生成する．置き換えたデー
タを識別機であるモデルに入力し，どのトークンが取り替
えられたトークンかを判定する．この 2つの事前学習によ
り CodeBERTは，言語モデルを学習する．
事前学習した後，行いたいタスクのデータで fine tuning

を行う．例えば 2文の関係性を予測するには，BERTの事
前学習のNSPのように 2文をつなげて入力して判定すると
いう方法がある．本実験では，事前学習済みのCodeBERT

のモデルに，この方法と同様に 2つのコード片をつなげて
入力し，コードクローンであれば 1，非コードクローンで
あれば 0が出力されるように fine tuningした．

2.2 既存の深層学習を用いたコードクローン検出器の問
題点

近年，一般的な深層学習を用いたシステムにおいて，汎
化性能の問題が指摘されている．汎化性能の問題は，学習
データとシステムの適用対象が異なることから生じ，デー
タを取るセンサが異なることで精度が下がる問題 [12]等が
報告されている．何が深層学習を用いたシステムの精度を
低下させるかは明確に分かっておらず，従って，深層学習
を用いたシステムは学習データと異なるデータに対しても
精度が維持できるか確かめておく必要がある．

汎化性能の問題点は，コードクローン検出器に対しても
生じる可能性がある．ソースコードにもコーディングの経
験の長さや，コーディング規約，トークンの類似度や保守
するソースコードかどうか等，ソースコードのデータセッ
トの様々な要因が検出精度に影響を与える可能性がある．
CCLearnerやASTNN，CodeNetなど多くの深層学習を用
いたコードクローン検出器では，同一のベンチマークを分
割して学習データと評価のデータを作成している．しかし，
既存の検出器では，同一のベンチマークを用いることで，
同じ競技プログラミングサイトから集めた Google Code

Jamデータセット [7]やオープンソースソフトウェア（以
降 OSS）から似た機能を持ったソースコードを抽出して作
成した BigCloneBench [6]等，似た特徴のデータ間で検証
を行っており，学習データと異なる特徴を持ったデータに
対する検出精度が明らかになっていない．しかし，開発者
が深層学習を用いたコードクローン検出器を学習データと
異なるデータに適用した時に検出精度が低いとソフトウェ
ア保守を行うことが困難であるため，コードクローン検出
器に汎化性能を調査する必要がある．

3. ベンチマーク間の精度調査
本研究では，2.2 節で説明した問題を解決するために，本
研究では，2.1節で説明したCCLearnerやASTNN，Code-
BERTに対し，異なるベンチマークを用いて以下の 3つの
Research Question（RQ）を立て，図 1に示すように汎化
性能について調べた．
RQ1 学習と評価に異なるベンチマークを用いた場合，検
出精度は維持できるか？

RQ2 学習と評価に異なるベンチマークを用いた場合，コー
ドクローンのタイプと検出精度は関係しているか？

RQ3 競技プログラミングを基にしたベンチマーク同士で
学習と評価を行うことで，検出精度は維持できるか？

RQ1の調査により，学習と評価で異なるベンチマークを
用いた場合でも，同一ベンチマーク内での評価と同等の精
度が出るのかを確かめ，コードクローン検出器に汎化性能
の問題があるかを確かめることが出来る．同じベンチマー
ク内で評価した時の精度を維持できない検出器がある場合，
深層学習を用いたコードクローン検出器にも汎化性能の問
題があると言える．これは，実開発環境で開発者が学習済
みの検出器を用いたとしても検出精度が悪いため，ソフト
ウェア保守作業の手助けにならない可能性を示す．RQ2の
調査により，学習と異なるベンチマークに対する検出精度
とクローンのタイプの関係を調査し，検出器ごとに異なる
関係となるか確かめることが出来る．コードクローンのタ
イプとコードクローンの検出精度の関係が検出器によって
異なる場合，検出精度の低いタイプのコードクローンの学
習データを増やす等，検出器ごとに学習法改善案を考える
ための動機になる．また，クローンのタイプごとの検出精
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度を調べることで，ソフトウェア開発者が検出器の特性を
理解し，それぞれにあった検出器を選択出来ると考えられ
る．RQ3の調査により，学習データセットの選び方がコー
ドクローン検出器の精度に影響するのか確かめることが出
来る．競技プログラミングを基にしたベンチマーク同士で
学習と評価を行うことで検出精度が上がる場合，適用した
いソースコード群に類似した性質を持つソースコード群
で学習を行うことで検出精度が上がると考えられる．これ
は，ソフトウェア開発者が，適用したいソースコード群に
類似した学習データセットを作成するための動機となる．

3.1 ベンチマークの準備と分析
本実験では，代表的なコードクローンベンチマークで

ある BigCloneBenchや Google Code Jam，CodeNetを用
いた．
3.1.1 BigCloneBench

BigCloneBench（BCB）は Svajlenkoらによって作成され
た Javaソースコードの大規模データセットである [6]．プ
ロジェクト間リポジトリの大規模データである IJaDataset

2.0 [13]の中から特定の機能のソースコードをマイニング
し，それらに手動でクローンタイプ等のラベル付けがさ
れたベンチマークである．BCBには複数のバージョンが
あり，検出器ごとでもデータセットとしての抽出方法が
異なっている．本調査では，それぞれの検出器で報告され
た BCBに対する精度と比較を行うために，CCLearnerと
ASTNNでは，深層学習モデルの学習にそれぞれの提案論
文で提供されている BCBのデータセットを用いることに
した．CodeBERTについては，提案論文ではコードクロー
ン検出が行われていなかったため，CodeXGLUE [14]で使
われていた BCBを用いた．ベンチマーク間での評価には，
ASTNNで用いられていた BCBのデータセットを用いた．
ASTNNの論文と同様にコードクローンのタイプごとに精
度を求めて，ベンチマーク全体におけるタイプごとの割合
で重みをつけた精度を BCB全体の精度結果とする方法を
取った．
3.1.2 Google Code Jam

競技プログラミングサイト Google Code Jam *2に提出
されたソースコードを利用して，同じ設問に提出された解
答は T4のコードクローンとして，コードクローン検出器
を評価する研究が行われている [7,15,16]．Zhaoと Huang

は，DeepSimの評価用に Google Code Jamに提出された
データセットを公開しており [7]，このデータセットを以
降，GCJと呼ぶ．GCJの解答ソースコードは 12問に対し
1669個で，コードクローン対は約 275,000個あり，非コー
ドクローン対は約 1,116,000個ある．
本研究ではメソッド単位のコードクローン検出を行う．

*2 https://codingcompetitions.withgoogle.com/codejam

そのため，GCJの解答データのソースコードの中の main

メソッドを抽出し，mainメソッド外で定義されている処
理を mainメソッド内にインライン展開して学習データと
した．また，問題を解くための入出力処理でコードクロー
ンの判定をさせないため，入出力処理を削除した．非コー
ドクローンは，コードクローンより非常に多いため，非
コードクローンをランダムに抽出して同じ数にした．ベン
チマーク GCJ の設問数は 12 問，解答ソースコード数は
1,669個，コードクローン数は約 275,000個，非コードク
ローン数は約 275,000個である．
3.1.3 CodeNet

CodeNet（以降CN）は，競技プログラミングサイトAIZU

Online Jadge*3と AtCoder*4から収集されたベンチマーク
である [17]．CNも競技プログラミングを基にしたベンチ
マークのため，3.1.2 節で説明した GCJ と同様の処理を
行った．また，設問数とコードクローン数を GCJと同程
度にするために，CNに付与されていた問題番号の若い順
に，処理が 1行で書かれていることが多い問題，再帰関数
などインライン展開のために大きな変更が必要なコード
等をデータセットから外して 12問取得した．CNの元の
データセットには AIZU OnlineJudgeと AtCoderの問題
の両方の問題があるが，本実験のデータセットには AIZU

Online Judgeの問題を 12問，それぞれの解答ソースコー
ド数 215個，合わせてコードクローン数約 276,000，非コー
ドクローン数も約 276,000のデータセットとした．
3.1.4 ベンチマークの分析
各ベンチマークのコードクローンの Jaccard係数と LOC

の平均について調べて，文献 [18] の図 6，図 7 にまとめ
た．ASTNNのBCBのタイプごとの Jaccard係数の中央値
は，T1が 1.00，T2が 0.929，ST3が 0.705，MT3が 0.418，
WT3/T4が 0.213，非コードクローンが 0.195であった．
LOCの平均の中央値は，コードクローンが 20で非コード
クローンが 13.5であった．GCJは，コードクローンの中央
値は Jaccard係数が 0.463，LOCの平均が 26.5，非コード
クローンの中央値は Jaccard係数が 0.388，LOCの平均が
30であった．CNは，コードクローンの中央値は Jaccard

係数が 0.583，LOCの平均が 21，非コードクローンの中
央値は Jaccard係数が 0.463，LOCの平均が 21であった．
ここから，BCBではコード片が短く T4や非コードクロー
ンの Jaccard係数が低く，GCJと CNではコード片が長く
Jaccard係数が高い傾向にあることが分かった．
さらにベンチマークの頻出 1,000語同士での Jaccard係
数を計測した．BCBとGCJ，BCBと CNは Jaccard係数
が 0.19，0.15と，GCJと CNの Jaccard係数 0.25よりも
低く，GCJと CNは BCBとよりも類似していて，競技プ
ログラミングを基にしたベンチマーク同士が相対的に類似
*3 https://judge.u-aizu.ac.jp/onlinejudge/
*4 https://atcoder.jp
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図 1 RQ に対する分析手順

していることが確認できた．

3.2 コードクローン検出器の学習と評価
CCLearner と ASTNNでは，出力が閾値を超えていれ

ばコードクローンと判定しており，BCBで学習した時の
閾値はそれぞれ 0.98 と 0.5 と設定した．しかし，同じ閾
値を用いて BCB以外のベンチマークで学習した時には精
度が非常に悪かった．そこで，それぞれのベンチマーク
で正答率が高くなる値を探索して閾値を設定した．その
結果，CCLearnerではGCJ学習時 0.17，CN学習時 0.01，
ASTNNではGCJ学習時 1.1×10−4，CN学習時 2.8×10−4

とした．
RQ1では，それぞれの検出器に対し，BCBで学習を行

いGCJまたは CNで評価を，また逆にGCJまたは CNで
学習を行い BCBで評価を行った．
RQ2では，それぞれの検出器に対し，コードクローン
のタイプ分類が行われている BCBで評価を行ったデータ
を用いて，タイプのごとの精度を調べた．また，タイプご
との Jaccard係数の中央値と，MCC値（3.3 節参照）との
相関を調べた．
RQ3 では，それぞれのコードクローン検出器に対し，

GCJで学習を行い CNで評価を，また逆の CNで学習を
行い GCJで評価を行った．

3.3 評価指標
本調査では，コードクローン検出器の精度評価に f1，

Matthews Correlation Coefficient（MCC）を用いた．f1

は，precisionと recallの調和平均である．MCCは，クラ
スごとに不均衡なデータに対する性能評価としても用いら
れており [19]，コードクローンと非コードクローンが不均
衡なデータセットに対しても評価するために用いた．以下
の式 (4)がMCCの計算式である．

MCC =
(tp× tn)− (fp× fn)√

(tp+ tn)(tp+ fn)(fp+ tn)(fp+ fn)
(4)

tpは true positive, tnは true negative, fpは false positive,

fnは false negativeである．MCC値が 1の場合正確に予
測できており，−1の場合全く逆の予測をしている．0の場
合が最悪で，正確な予測でも全て反対の予測でも無い予測
である．

4. 調査結果
4.1 RQ1の結果
表 1は，検出器ごとの f1値とMCC値の結果である．以

降，それぞれの検出器毎に検出精度を説明する．
まず，CCLearnerの結果について述べる．BCBで学
習し BCBでの評価には，CCLearnerの提案論文 [2]での
f1値を使用した．BCBで学習した時，f1値は，学習と評
価に同じベンチマークを使用して評価すると 0.93だったの
に対し，GCJで評価すると 0.109，CNで評価すると 0.357

といずれも検出精度が下がった．GCJまたは CNで学習
した時，学習と同じベンチマークで評価すると，f1値が約
0.55，MCC値が約 0.3から 0.35だったが，BCBで評価す
ると f1値が約 0.1，MCC値が約 0.05から 0.1と大幅に低
下した．
ASTNNの結果について述べる．BCBで学習した時，

学習と同じベンチマークで評価すると f1値が 0.939，MCC

値が 0.891だったのに対し，GCJまたは CNで評価する
と f1値が約 0.66，MCC値が約 0.01から 0.03と大幅に下
がった．GCJまたは CNで学習した時，学習と同じベン
チマークで評価すると f1値が約 0.5，MCC値が約 0.45で
あったが，BCBで評価すると GCJで学習した検出器の f1

値が 0.372，MCC値が 0.001，CNで学習した検出器の f1

値が 0.09，MCC値が −0.15と大幅に低下した．
最後に，CodeBERTの結果について述べる．BCBで

学習した時，学習と同じベンチマークで評価すると f1値が
0.896，MCC値が 0.881だったのに対し，GCJまたは CN

で評価すると f1値が約 0.65，MCC値が約 0.1と大幅に下
がった．GCJまたは CNで学習した時，学習と同じベンチ
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表 1 RQ1 の結果：学習と同じ，または異なるベンチマークでの評価
CCLearner ASTNN CodeBERT

学習 \ 評価 同じ 異なる 同じ 異なる 同じ 異なる

f1

BCB 0.93
GCJ: 0.109

CN: 0.357
0.939

GCJ: 0.667

CN: 0.663
0.896

GCJ: 0.630

CN: 0.651

GCJ 0.566 BCB: 0.116 0.522 BCB: 0.372 0.998 BCB: 0.608

CN 0.572 BCB: 8.74× 10−2 0.481 BCB: 9.00× 10−2 0.999 BCB: 0.651

MCC

BCB –
GCJ: 0.159

CN: 0.296
0.891

GCJ: 2.75× 10−2

CN: 1.29× 10−2
0.881

GCJ: 9.88× 10−2

CN: 6.12× 10−2

GCJ 0.340 BCB: 8.47× 10−2 0.463 BCB: 1.01× 10−3 0.997 BCB: 4.29× 10−3

CN 0.318 BCB: 5.00× 10−2 0.434 BCB: −0.150 0.998 BCB: 4.32× 10−3

マークで評価すると f1値とMCC値がともに約 1だったの
に対し，BCBで評価すると f1値が GCJ値で学習した検
出器で 0.6，CNで学習した検出器で 0.65，MCC値がいず
れも約 0.004と大幅に下がった．

RQ1の答え
いずれのコードクローン検出器も，学習と評価に異な
るベンチマークを用いると検出精度が同じベンチマー
クで評価した時に比べて下がる．

4.2 RQ2の結果
表 2は，クローンタイプごとのMCCの結果である．以

降，それぞれの検出器毎のMCC値を説明する．
まず，CCLearnerでは，MCC値がGCJと CNのいず
れのデータセットで学習した時も，異なるベンチマークで
あるBCBで評価するとコードクローンのタイプがT1から
T4へ類似度が低くなるに従って下がった．コードクロー
ンのタイプのそれぞれの Jaccard係数の中央値とMCC値
の相関係数は，GCJで学習した場合が 0.982，CNで学習
した場合が 0.997となった．
ASTNNでは，MCC値がGCJ，CNのいずれのデータ
セットで学習した時も，異なるベンチマークである BCB

で評価するとコードクローンのタイプが T1から T4へ類
似度が低くなっていくに従って下がる傾向にあった．コー
ドクローンのタイプのそれぞれの Jaccard係数の中央値と
MCC値の相関係数は，GCJで学習した場合が 0.970，CN

で学習した場合が 0.995となった．
最後に，CodeBERTでは，MCC値が GCJ，CNのい
ずれのデータセットで学習した時も，異なるベンチマーク
である BCBで評価するとコードクローンのタイプごとに
精度はほとんど差がなく約 0と精度が低かった．コードク
ローンのタイプそれぞれの Jaccard係数の中央値とMCC

値の相関係数は，GCJで学習した場合が −0.308，CNで
学習した場合が 0.217となった．

RQ2の答え
CCLearnerや ASTNNではコードクローンのタイプ
と検出精度では関係が強く，CodeBERTではコード
クローンのタイプと検出精度では関係が弱い．

4.3 RQ3の結果
表 3は，検出器ごとのMCC値の結果である．以降，そ

れぞれの検出器毎のMCC値を説明する．
まず，CCLearnerは，GCJまたは CNで学習を行い，

学習と同じベンチマークで評価した場合に比べて，競技プ
ログラミングを基にした異なるベンチマークでの評価では
MCC値が下がっていた．OSSを基にした BCBで学習し
た場合と比べると，BCB，CNのいずれのデータセットで
学習した場合も GCJで評価すると MCC値が約 0.16で，
BCB，GCJのいずれのデータセットで学習した場合も CN

で評価するとMCC値が約 0.29と同等であった．
ASTNNは，GCJまたは CNで学習を行い，学習と同
じベンチマークで評価した場合に比べて，競技プログラ
ミングを基にした異なるベンチマークでの評価ではMCC

値が下がっていた．しかし，OSSを基にした BCBで学習
した場合と比べると，CNで学習し GCJでの評価でMCC

値が約 0.12と BCBで学習時の約 0.03から上がっており，
GCJで学習しCNでの評価でMCC値が約 0.25とBCBで
学習時の約 0.01から上がっている．
最後に，CodeBERTは，GCJまたは CNで学習を行

い，学習と同じベンチマークで評価した場合に比べて，競
技プログラミングを基にした異なるベンチマークでの評価
では MCC 値が下がっていた．しかし，OSS を基にした
BCBで学習した場合と比べると，CNで学習し GCJでの
評価で MCC値が約 0.25と BCBで学習時の約 0.10から
上がっており，GCJで学習し CNでの評価でMCC値が約
0.42と BCBで学習時の約 0.06から上がっている．
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表 2 RQ2 の結果：学習と異なるベンチマークで評価した MCC 値（クローンタイプごと）
CCLearner ASTNN CodeBERT

タイプ \ 学習データ GCJ CN GCJ CN GCJ CN

T1 0.961 0.967 0.713 0.851 −2.66× 10−4 −1.14× 10−3

T2 0.853 0.911 0.517 0.687 1.56× 10−3 1.66× 10−2

ST3 0.626 0.699 0.518 0.456 3.90× 10−3 7.78× 10−5

MT3 0.462 0.281 0.174 1.29× 10−2 −1.44× 10−3 6.12× 10−4

WT3/T4 7.45× 10−2 4.08× 10−2 −5.96× 10−3 −0.159 4.38× 10−3 4.38× 10−3

表 3 RQ3 の結果：競技プログラミングを基にしたベンチマーク間で学習，評価した MCC

CCLearner ASTNN CodeBERT

学習 \ 評価 GCJ CN GCJ CN GCJ CN

BCB 0.159 0.296 2.75× 10−2 1.29× 10−2 9.88× 10−2 6.12× 10−2

異なる競プロ 0.166 0.293 0.121 0.247 0.252 0.415

RQ3の答え
いずれのコードクローン検出器も同じベンチマーク内
で学習と評価をした時の精度を維持できてはいなかっ
た．しかし，ASTNNや CodeBERTでは類似するベ
ンチマークに対してはコードクローン検出の精度が上
がる傾向にある．CCLearnerに関しては，類似するベ
ンチマークに対してはコードクローンの検出精度がほ
とんど変わらない．

5. 考察
5.1 分析結果の考察
本実験の 3つの RQから以下のことが分かった．
• RQ1から本実験で調査したコードクローン検出器は汎
化性能が悪いこと

• RQ2からコードクローンのタイプによって検出精度が
CCLearnerと ASTNNは変わり，CodeBERTは変わ
らないこと

• RQ3から学習データと評価データの性質が類似してい
ることで，ASTNNと CodeBERTは検出精度が上が
り，CCLearnerは検出精度が変わらないこと

これらの結果から CCLearner，ASTNN，CodeBERTを開
発者が実開発現場で使用する場合の有効な知見が次のよう
に得られた．CCLearner，ASTNN，CodeBERTは汎化性
能が低いため，学習データと適応対象が異なる場合，検出
されたコードクローンが正く検出されたか確認する必要が
ある．CCLearnerを学習データと類似しているデータに適
用する場合，コードクローンの検出精度が低いため，検出
されたコードクローンが正く検出されたか確認する必要が
ある．また，T3及び T4など類似度が低いコードクロー
ンを含むデータセットで学習する場合でも T1及び T2は
正確に検出できる反面，T3及び T4の検出精度が低いた
め，コードクローンが正確に検出されたかを確認する必要
がある．ASTNNを T3及び T4など類似度が低いコード
クローンを含むデータセットで学習する場合，T1及び T2

は正確に検出できる反面，類似度が低いT3及びT4コード
クローンに対しては正確に検出されたか確認する必要があ
るが．しかし，学習データと類似するデータセットに対し
て検出精度が比較的に高いため，適用対象と類似するデー
タで学習することで正確にコードクローンが検出すること
が期待できる．最後に，CodeBERTは学習データと類似す
るデータセットに適用する場合，検出精度が比較的に高い
ため，適用対象と類似するデータで学習することで正確に
コードクローンが検出することが期待できる．また，コー
ドクローンのタイプに影響受けにくい．

5.2 妥当性への脅威
本実験では，提案論文で使用された学習データが最適で

あると考え提案時の BCBを使用し，その他の学習データ
には一般的に用いられている GCJと新たなベンチマーク
として公開されたCNを使用した．また，BCB以外のデー
タセットで学習し BCBで評価する時には，どの検出器も
同じデータで評価出来るように ASTNNで用いられていた
BCBを用いた．これらのデータが精度に影響しているこ
とは考えられるが，本実験で主張するコードクローンの汎
化性能の低さに大きな影響を及ぼすことはないと考えられ
る．また，今回選択した深層学習を用いたコードクローン
検出器は，互いに異なる特徴を持った検出器を選んでおり，
パラメータも固定して実験を行ったが，これも本実験で主
張するコードクローンの汎化性能の低さに大きな影響を及
ぼすことはないと考えられる．実験に使用した評価指標も
同様に，f1値はコードクローンの研究において一般的に用
いられており，MCC値については機械学習の分野などで
一般的に用いられている評価指標であり，本実験の結果に
影響を及ぼすことはないと考えられる．

6. まとめ
本調査では，深層学習を用いたコードクローン検出器に

対して学習と異なるベンチマークを用いて評価を行った，
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その結果，深層学習を用いたコードクローン検出器に対し
ても汎化性能の問題があることが分かった．また，コード
クローンのタイプと異なるベンチマークに対する検出精
度の関係は CCLearnerと ASTNNでは強く，CodeBERT

では弱いことが分かった．また，検出器の学習に適用した
いソースコード群と類似した性質のデータを用いること
で，ASTNNと CodeBERTは検出精度が上がることが分
かった．
謝辞 本研究は JSPS 科研費 18H04094, JP19K20240,
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