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機械学習を用いたメソッド抽出リファクタリングの推薦手法

後藤 祥1 吉田 則裕2,a) 藤原 賢二3,b) 崔 恩瀞1,c) 井上 克郎1,d)

受付日 2014年5月19日,採録日 2014年11月10日

概要：リファクタリングとは “外部から見たときの振舞いを保ちつつ，理解や修正が簡単になるように，
ソフトウェアの内部構造を整理すること” であり，ソフトウェア開発における重要な活動の 1つである．
本研究では，メソッド抽出というリファクタリングパターンについて，実際にリファクタリングが行われ
たメソッドを収集し，それらの特徴量を用いた機械学習によって，メソッド抽出リファクタリングの対象
を推薦する手法を提案する．実験として，5つのオープンソースソフトウェアに提案手法を適用した結果，
メソッド抽出の対象となるメソッドのうち，57%から 96%を特定することができていることが分かった．
また，実験の結果から，メソッド抽出が行われるか否かに，メソッドの文の数と凝集度が大きく関与して
いることが分かった．
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Abstract: Refactoring is a technique for restructuring an existing body of code, altering its internal structure
without changing its external behavior. It is a very important activity to improve software maintainability
and readability. In this research, we propose a machine learning approach for suggesting targets of extract
method refactoring using source code features. As an experiment to evaluate proposed approach, we applied
proposed approach to five open source software. From the result of the experiment, from 60% to 90% of
refactored methods can be correctly predicted using the prediction models built by proposed approach. In
addition, the number of statements and the degree of cohesion in a single method are strongly related to
whether the method is refactored or not.
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1. はじめに

リファクタリングとは “外部から見たときの振舞いを保

ちつつ，理解や修正が簡単になるように，ソフトウェアの
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内部構造を整理すること”である [3]．リファクタリング

は，主にソフトウェアの保守性や可読性を向上させること

を目的としており，ソフトウェア開発における重要な活動

の 1つである．

大規模なソフトウェアから，開発者が手作業でリファク

タリング対象を特定することは困難であるため，リファク

タリング対象を自動で特定し開発者へ推薦する手法が提案

されており，それらの手法に基づく支援ツールが開発され

ている [2], [6], [14]．Fowlerは，どのようなソースコード

に対してリファクタリングを検討すべきかを，ソースコー

ドの Bad Smellとして定義しており [3]，リファクタリング

対象の推薦はこの Bad Smellを基準にして行われている．
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しかし，Bad Smellには定量的な定義が存在しないことや，

プロジェクトごとにリファクタリングを行う基準が異なる

場合があることから，リファクタリング対象の推薦基準を

決定することは難しい．そのため，既存の支援ツールでは

推薦結果のフィルタリングや，実行時のパラメータ設定の

変更が可能になっている．しかし，パラメータ設定をどの

ように変更すればどのように結果が変化するかを開発者が

予測することは困難である．

このような問題に対して，実際にリファクタリングが行

われた事例を収集し，リファクタリング対象となったソー

スコードの特徴を用いた機械学習を行うことで，プロジェ

クトごとのリファクタリングを行う基準を推薦に反映させ

ることができると考えられる．バグ予測などの分野では機

械学習を用いた手法が多く提案されており [8], [11], [12]，

ソフトウェア開発履歴から抽出した情報を用いたバグ予測

に機械学習が有効な手法であることが示されている．

本研究では，メソッド抽出というリファクタリングパ

ターンについて，実際にリファクタリングが行われたメ

ソッドを収集し，それらの特徴量を用いた機械学習によっ

て，メソッド抽出リファクタリングの対象を推薦する手法

を提案する．メソッド抽出リファクタリングは，実行され

る回数の多いことが既存研究 [10]によって明らかにされて

いる点や，メソッドはソフトウェア中に大量に存在し，そ

の中から開発者がリファクタリング対象を選択するのは困

難である点から，リファクタリング対象の推薦手法による

支援の必要がある．リファクタリング対象の推薦に機械学

習を用いる利点としては以下の点があげられる．

• 実際にリファクタリングが行われた対象の特徴を学習
することで，パラメータ設定をせずに開発者の考えに

合った対象を推薦することができる．

• プロジェクトごとに学習を行うことで，プロジェクト
ごとにリファクタリングを行う基準が異なる場合でも

対応可能である．

• 学習に使用するリファクタリング事例を収集すること
で，他のリファクタリングパターンへ拡張可能である．

本研究では，機械学習に用いるメソッドの特徴として，

メソッドの文の数や凝集度など，21種類のメトリクスを使

用した．これらの特徴をもとに機械学習を用いてメソッド

抽出の対象となるかどうかを判別するモデルを作成した．

手法の評価を行うために，オープンソースのソフトウェ

アに対して適用実験を行った．まず，実験の準備として，

実験対象ソフトウェアの履歴にリファクタリング検出ツー

ルを適用し，メソッド抽出が行われたメソッドと行われな

かったメソッドを収集した．次に，それぞれのメソッドに

ついて特徴の計測を行い，実験用のデータセットを準備し

た．適用実験では，これらのデータセットを学習用セット

と評価用セットの 2つに分割して，学習用セットから機械

学習で構築した予測モデルを用いることで，評価用セット

のメソッドについて，メソッド抽出が行われたかどうかを

判別できるかを評価した．実験の結果，提案手法を用いる

ことで，メソッド抽出の対象となるメソッドのうち，57%か

ら 96%を特定することができていることが分かった．ま

た，実験の結果から，メソッド抽出が行われるか否かに，

メソッドの文の数と凝集度が大きく関与していることが分

かった．

以降，2 章では研究背景について述べる．3 章では，提

案手法について説明し，4 章では，適用実験について述べ

る．最後に，5 章でまとめと今後の課題について述べる．

2. 背景

2.1 メソッド抽出リファクタリング

メソッド抽出はリファクタリングパターンの 1つであり，

既存のメソッドの一部を新たなメソッドとして抽出するこ

とによって，メソッドの分割を行う手法である．メソッド

抽出の主な目的は，長すぎるメソッドの分割や，複数の機

能が実装されたメソッドの分割である．メソッド抽出を行

うことの利点としては，メソッドを適切なサイズに分割す

ることで可読性を向上させることができる点や，機能とメ

ソッドを 1 対 1 に対応させることで，機能追加やバグ修

正を行う個所を容易に特定できるようになる点などがあげ

られる．メソッド抽出は，既存の調査研究 [10]において開

発者が頻繁に行うリファクタリングの 1つであることが分

かっていることや，他のリファクタリングパターンの一部

として行われる場合があることから，適用される頻度が高

い重要なリファクタリングである．図 1 にメソッド抽出の

例を示す．図の例では，printOwingメソッドの 5行目と 6

行目が抽出され，新たに printDetailsメソッドとして定義

されている．元のメソッドである printOwingメソッドに

は，printDetailsメソッドの呼び出し文が追加されている．

図 1 メソッド抽出リファクタリングの例 [3]

Fig. 1 An example of extract method refactoring.
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2.2 リファクタリング対象の推薦手法

これまで，リファクタリング対象を特定して開発者に推

薦する手法がいくつか提案されている．

Emden らは，コードの不吉な臭い（論文中では Code

Smells）を検出，可視化するツールを提案している [2]．

Emdenらは，コードの不吉な臭いを，対象のソースコード

から直接検出できる “Primitive Smell Aspects”と，他の機

能から推定することができる “Derived Smell Aspects”の

2種類に分類し，検出を行っている．

Tsantalisらは，JDeodorant *1というリファクタリング

支援ツールを統合開発環境 Eclipseのプラグインとして，

開発している [14]．JDeodorantは，対象のソースコード

から不吉な臭いを検出して開発者へと通知するツールであ

り，1つのクラスが巨大である “God Class”や，メソッド

が長く複雑である “Long Method”などの複数の不吉な臭

いに対応している．

Hottaらは，ソフトウェア中から重複したコードを検出

して，Template Methodの形成というリファクタリング

パターンを適用できる対象を推薦する手法を提案してい

る [6]．Hottaらの手法では，コードクローンの検出結果を

用いて，Template Methodの形成が適用可能である条件を

満たすメソッドの組を探索し，それらのメソッドをリファ

クタリング対象として開発者へと通知する．

これらの手法では，実行時のパラメータ設定によってリ

ファクタリング対象の推薦基準を変更することや，推薦結

果からフィルタリングによって不要なものを取り除くこと

ができる．しかし，パラメータ設定をどのように変更すれ

ばどのように結果が変化するかを開発者が予測することは

困難である．それに対して本研究では，リファクタリング

が行われた事例から学習を行うことによって，プロジェク

トごとにリファクタリングを実施する基準が異なってい

てもパラメータ設定などを行わずに，その基準に合ったリ

ファクタリング候補を推薦することを目的としている．

2.3 リファクタリング検出ツール

本研究では，機械学習のためにメソッド抽出リファクタ

リングが行われた事例を収集する必要がある．既存研究で

は，開発履歴中からリファクタリングが適用された個所を

検出する，リファクタリング検出ツールが提案されている．

UMLDiff [16]は 2つのバージョンから，設計レベルの差

分を抽出し，それらの差分をもとに適用されたリファクタ

リングを検出するツールである．UMLDiffでは，まず，入

力として与えられた 2つのバージョンのソースコードに対

して，パッケージやクラス，フィールドなどの設計レベル

の情報を抽出する．UMLDiffは，32個のリファクタリン

グパターンを検出することが可能である．

*1 http://www.jdeodorant.com/

Ref-Finder [13]は，リファクタリングパターンを論理規

則で表現し，それらの規則と 2つのバージョンから抽出し

たソースコードレベルの差分を用いて，リファクタリング

を検出している．Ref-Finderは，63個のリファクタリン

グパターンを検出することができ，現在最も多くのパター

ンに対応しているリファクタリング検出ツールである．

上記の 2つのリファクタリング検出ツールは，多くのリ

ファクタリングパターンに対応しており，実験によって高

精度で検出可能であることが示されている．その一方で，

これらのツールは 2つのバージョン間でのリファクタリン

グ検出を目的としたものであり，リポジトリの複数のリビ

ジョンから一度に検出を行うには適していない．

本研究では，メソッド抽出事例を収集するために，藤原

らが提案している，構文情報を付加したリポジトリを用

いるリファクタリング検出ツールを用いる [17]．藤原らの

ツールは，メソッド抽出とメソッドの引き上げの 2種類の

リファクタリングパターンにしか対応していないが，複数

のリビジョンからリファクタリングを高速に検出すること

ができる．本研究では，機械学習のために多くのメソッド

抽出事例が必要であったため，藤原らのツールを使用した．

藤原らのツールを用いてメソッド抽出リファクタリングの

検出を行うと，メソッド抽出の対象となったメソッド，メ

ソッド抽出が行われたコミット，抽出前のコード片と抽出

後のメソッド本体とのトークンの類似度などが出力され

る．この類似度は 0から 1の実数値で，高いほどリファク

タリングが行われた可能性が高いことを示している

3. 提案手法

提案手法の概要を表した図を図 2 に示す．提案手法は，

ソフトウェアの開発履歴を入力として，メソッド抽出事例

の収集，メソッドの特徴量の計測，機械学習を用いたモデ

ル構築の 3つの処理を行い，あるメソッドがメソッド抽出

対象であるかを予測するためのモデルを出力する．以降，

それぞれの手順について詳細に説明する．

3.1 Step 1：メソッド抽出事例の収集

機械学習を用いて，メソッド抽出対象を判別するモデル

を作るためには，メソッド抽出が行われたメソッドの特徴

と，メソッド抽出が行われなかったメソッドの特徴を調べ

る必要がある．本節では，それぞれのメソッドをどのよう

にして収集したかを述べる．

まずメソッド抽出が行われたメソッドについて説明す

る．メソッド抽出事例の収集には，前述した藤原らが提案

しているリファクタリング検出ツールを用いる．本研究で

は，藤原らのツールから出力される類似度の閾値を 0.3と

し，閾値以上の類似度のメソッド抽出事例を使用する．こ

れは，藤原の既存研究において，類似度の閾値が 0.3のとき

に最も精度良くメソッド抽出事例の検出が行えることが示
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図 2 提案手法の概要図

Fig. 2 An overview of the proposed approach.

表 1 機械学習に使用する特徴量

Table 1 Source code features for machine learning.

カテゴリ 特徴量（略称）

メソッドのサイズ メソッド中の文の数（NOS）

メソッドのシグネチャ メソッドの引数の数（ARG），返り値の有無（RET），アクセスレベル（ACCESS）

複雑度 [9] サイクロマチック数（CYCLO）

凝集度 [15] Tightness，Coverage，Overlap

メソッドの構文 ループ数（LOOP），if 文数（IF），case 文数（CASE），ブロック数（BLOCK），ネストの深さ（NEST）

メソッド内の変数 ローカル変数の数（VAR）

CK メトリクス [1] WMC，DIT，CBO，NOC，RFC，LCOM

コードクローン コードクローンの有無（CLONE）

されているためである [17]．閾値でフィルタリングを行っ

た後，メソッド抽出の対象となったメソッドについて，抽

出が行われる直前のリビジョンのものを取得する．これら

のメソッドをメソッド抽出が行われたメソッドとして，以

降の特徴量の計測や機械学習に用いる．

次に，メソッド抽出が行われなかったメソッドの収集方

法について説明する．本研究では，メソッド抽出が行われ

なかったメソッドは，リポジトリからランダムに収集する．

具体的な手順は，下記のとおり．

( 1 ) 全リビジョンの中からランダムにリビジョンを 1つ選

択する．

( 2 ) 選択したリビジョンのソースコードに含まれる全メ

ソッドを列挙する．

( 3 ) 列挙したメソッドの集合から，次のコミットでメソッ

ド抽出が行われていないメソッドの 1つをランダムに

選択する*2．

この手順を，学習に必要なメソッドが集まるまで繰り返

すことで，メソッド抽出が行われなかったメソッドを収集

する．

*2 次のコミット以降において，メソッド抽出が行われる可能性があ
るが，ランダムに選択したリビジョンにおけるソースコードの特
徴が直接影響している可能性が高い直後のコミットのみについ
て，メソッド抽出の有無を確認した．

3.2 Step 2：特徴量の計測

Step 1で収集したメソッドに対して，特徴量の計測を行

う．表 1 に本研究で使用する 21種類の特徴量を示す．こ

のうち，CKメトリクス（6種類）については収集したメ

ソッドを含むクラスに対して計測し，それ以外のメトリク

ス（15種類）については収集したメソッドに対して計測す

る．リファクタリングは可読性や保守性の向上を目的とし

ており，それらが低いソースコードに対して行われている

と考えられる．そのため，本研究では，可読性や保守性に

関連する特徴量を選択した．

クローンの有無については，コードクローン検出ツール

である CCFinder [7]を用いて検出する．その他の特徴量

については，ソースコード解析ツールMASU [5]や Eclipse

JDT *3を用いて計測する．

本研究では，凝集度を表す特徴量として，メソッドレベ

ルの凝集度メトリクスであるスライスベースの凝集度メト

リクスを用いる [15]. スライスベースのメトリクスの計算

に必要となるメソッドの出力変数は，Tsantalisらの定義

に従い，メソッドの返り値と，メソッドの本体とスコープ

が一致する変数とした [14]．スライスベースのメトリクス

は，メソッドの出力変数に基づいて凝集度を計算するもの

であり，プログラムスライシングの基準となる変数が存在

しないメソッドに対しては，凝集度を計算することができ

*3 http://www.eclipse.org/jdt/
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表 2 実験対象ソフトウェア

Table 2 Target projects for the case study.

ソフトウェア名 リビジョン数 ファイル数 メソッド数

Ant 12,783 1,222 12,369

ArgoUML 17,748 1,904 14,284

jEdit 5,787 576 6,632

jFreeChart 916 1,060 10,495

Mylyn 8,414 1,028 8,936

ない．表 2 の全メソッドのうち，40%についてはスライス

ベースのメトリクスを計算できなかった．

3.3 Step 3：予測モデルの構築

計測した特徴量を基に，機械学習アルゴリズムを用いて，

メソッド抽出の対象を判別するモデルを構築する．機械学

習には，フリーのデータマイニングツールであるWeka *4を

用いる．Wekaは，機械学習アルゴリズムだけでなく，変

数選択アルゴリズムや予測モデルの評価機能など，機械学

習に関連した多くの機能を実装したツールである．

予測モデルを構築する前に，データセット中の欠損値の

補完と，変数選択を行う．データセット中の欠損値の補完

は，出力変数が存在しないメソッドに対して，値を計算す

ることができないスライスベースのメトリクス Tightness，

Coverage，Overlapに対する処理である．なお，3.2 節で

述べたとおり，表 2 の全メソッドのうち 40%についてはこ

れらメトリクスを計算できなかった．欠損値が存在すると

正しく予測することができないため，欠損値が存在する要

素を除外するか，定数値やその特徴の平均値などで欠損値

を補完する必要がある．本手法では欠損値の補完法の 1つ

である，その特徴量の平均値を用いた補完を行う．欠損値

の補完のあと，有用な特徴量のみをモデルの構築に用いる

ために，変数選択を行う．変数選択アルゴリズムは複数提

案されており，対象データセットや使用する予測モデルに

よってどのアルゴリズムが優れているかは異なる．Hallら

が行った変数選択アルゴリズムの比較 [4]によると，ラッ

パー法を用いて変数選択を行うと多くの場合予測性能が最

も良いという結果が示されている．一方でラッパー法は，

変数間に強い相互作用がある場合は他の手法と比較して予

測性能が落ちるという問題がある [4]．しかし，本研究で用

いる特徴量において，ラッパー方の性能を大きく低下させ

るような強い相互作用があるかどうか確認されていないた

め，Hallらのベンチマーク [4]において多くの場合に優れ

た予測性能を示したラッパー法を本研究では採用した．

提案手法では，収集したメソッド抽出事例とその特徴量

を学習データとして，決定木とロジスティック回帰，ベイ

ジアンネットの 3 種類の予測モデルを構築する．構築し

た予測モデルでは，あるメソッドとその特徴量が与えられ

*4 http://www.cs.waikato.ac.nz/ml/weka/

たときに，そのメソッドに対してメソッド抽出を行うべき

であるか判断することができる．そのため，メソッド抽出

対象の推薦にあたっては，まず対象のメソッドの特徴量の

計測を行い，次にそれらの特徴量を予測モデルに与えてメ

ソッド抽出の対象であるか判別し，開発者に通知するとい

う手順になる．

4. 適用実験

提案手法の有効性を評価するために，オープンソースの

ソフトウェアに対して提案手法を適用した．本研究では，

実験対象として 5個のオープンソースソフトウェアを選択

した．実験対象の一覧を表 2 に示す．これらのソフトウェ

アはすべて Java言語を用いて記述されている．また，表 2

中のファイル数とメソッド数は，最新リビジョンにおける

Javaのファイル数とメソッド数である．本章では，実験の

手順と評価尺度について述べる．

4.1 実験手順

まず，表 2 に示したソフトウェアに対して，藤原らのリ

ファクタリング検出ツールを適用して，メソッド抽出が行

われた事例の収集を行う．そして，メソッド抽出が行われ

なかったメソッドをメソッド抽出が行われたメソッドと同

じ数だけランダムに選択し，これらを合わせて実験用デー

タセットとする．

次に，実験用データセットのメソッドの特徴量の計測，

モデルの構築と評価を行う．モデルの構築と評価には，10

分割交差検定を用いる．10分割交差検定は，データセッ

トを 10個のブロックに分割し，そのうち 1個を評価セッ

ト，残り 9個を学習セットとしてモデルの構築と評価を行

うという処理を，評価セットに用いるブロックを変化させ

ながら 10回繰り返す手法である．本実験では，モデルの

構築に用いる学習セットはメソッド抽出が行われたメソッ

ドと行われなかったメソッドの割合は 50%ずつのものを用

いて，評価セットには，メソッド抽出が行われたメソッド

の割合を 50%から 10%まで 10%刻みで変化させて評価を

行う．これは，評価セット中のメソッド抽出が行われたメ

ソッドの割合を変化させたときに，どのように結果が変化

するかを確認するためである．

4.2 評価尺度

モデルの評価には，Precisionと Recall，F値という 3つ

の評価尺度を用いる．以下それぞれの尺度の定義について

説明する．

Precisionは，モデルによってメソッド抽出の対象であ

るとされたメソッドのうち，実際にメソッド抽出が行われ

たメソッドの割合である．Recallは，データセット中に存

在する，すべてのメソッド抽出が行われたメソッドのう

ち，モデルによってメソッド抽出の対象であるとされたメ
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ソッドの割合である．そして，トレードオフの関係にある

Precisionと Recallを総合的に評価するため，これらの値

の調和平均である F値を使用する．

以下に，Precisionと Recall，F値の定義式を示す．式に

おいて，Eをメソッド抽出が行われたメソッドの集合，CE

をモデルによってメソッド抽出対象であるとされたメソッ

ドの集合とする．

Precision =
|E ∩ CE |
|CE | (1)

Recall =
|E ∩ CE |

|E| (2)

F = 2 ∗ Precision ∗ Recall

Precision + Recall
(3)

表 3 メソッド抽出リファクタリングの検出結果

Table 3 Result of extract method refactoring detection.

メソッド抽出数 データセットのメソッド数

Ant 766 1,532

ArgoUML 740 1,480

jEdit 502 1,004

jFreeChart 90 180

Mylyn 490 980

図 3 評価結果（Precision，Recall，F 値）

Fig. 3 Evaluation results (Precision, Recall, F-score).

4.3 実験結果

表 3 に，藤原らのリファクタリング検出ツールによっ

て，検出されたメソッド抽出事例の数を示す．jFreeChart

のみ，他のソフトウェアに比べリビジョン数が少なかった

ため，検出されたメソッド抽出の事例数も少なくなってい

る．jFreeChart以外のソフトウェアでは，490個から 766

個のメソッド抽出事例数が検出された．次に各ソフトウェ

アごとに，メソッド抽出が行われなかったメソッドを，メ

ソッド抽出が行われたメソッドと同じ数だけランダムに選

択した．表 3 に，作成したデータセット中のメソッド数を

示す．

次に，データセットを用いて予測モデルの構築と評価を

行った結果を示す．Precisionと Recall，F値について，結

果を表したグラフを図 3 に示す．グラフの縦軸は各評価

値，横軸は評価セット中のメソッド抽出が行われたメソッ

ドの割合である．これらの図には，各ソフトウェアに対す

る結果と比較のためのベースラインの結果（図中の Base）

を示している．ベースラインの結果とは，あるメソッドが

与えられた際に，メソッド抽出の対象であるかどうかをラ

ンダム（50%ずつの確率）で返すモデルに対する結果であ

る．このようなランダムなモデルを用いた結果よりも良い
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表 4 各特徴量が選択された回数

Table 4 The number of selections for each feature.

A
n
t

A
rg

o
U

M
L

jE
d
it

jF
reeC

h
a
rt

M
y
ly

n 合計

NOS 2 3 2 3 3 13

Coverage 3 2 3 2 3 13

ARG 3 2 3 3 1 12

BLOCK 3 3 1 3 2 12

CBO 3 3 1 3 2 12

RET 3 3 2 2 1 11

IF 3 1 2 3 2 11

WMC 1 2 2 3 3 11

DIT 2 2 2 3 2 11

ACCESS 3 2 3 1 1 10

LOOP 2 3 2 1 2 10

NEST 1 1 2 3 3 10

RFC 2 3 1 3 1 10

Tightness 1 3 2 1 2 9

VAR 3 2 1 1 1 8

NOC 2 2 1 2 1 8

LCOM 2 1 3 1 1 8

CYCLO 1 1 1 2 2 7

CLONE 0 2 1 1 3 7

Overlap 1 1 1 2 1 6

CASE 1 0 2 1 2 6

結果であれば，使用した特徴量がメソッド抽出が行われる

かどうかに関係したものであり，学習の効果があったこと

を意味する．

グラフをみると，すべての場合においてベースラインを

上回る結果となっていることが分かる．それぞれの評価値

ごとにみると，Precisionは評価セットの割合によって値

が大きく変化しているが，Recallは，ほぼ横ばいで値に変

化がみられなかった．Recallについては，ほとんどの場合

においてが 0.6から 0.9程度の値となっており，メソッド

抽出の対象であるメソッドのうち，57%から 96%が提案手

法によって特定できていることが分かった．モデルごとの

結果をみると，使用するモデルによって大きな差がない

が，それぞれのモデルごとに結果の平均値を調べた結果，

Precision についてはロジスティック回帰が優れており，

Recallについては決定木が優れていることが分かった．対

象ソフトウェアごとに違いをみると，jFreeChartに対する

結果が良く，jEditに対する結果が悪くなっている．その

他の 3つのソフトウェアについては，評価値に大きな違い

はみられなかった．

次に，変数選択の結果から，どの特徴量が予測に有用で

あったかを調べた結果を示す．表 4 は，変数選択によって

各特徴量が選択された回数を示している．表 4 では，各ソ

フトウェアごとの特徴量が選択された回数と，合計回数を

表 5 メソッド抽出リファクタリングを行った開発者数

Table 5 The numbers of developers who performed extract

method refactoring.

開発者数

Ant 23

ArgoUML 24

jEdit 14

jFreeChart 1

Mylyn 14

示しており，合計回数で降順に並べている．本手法で変数

選択に用いているラッパー法は，各モデルごとに変数選択

を行う手法である．そのため，各ソフトウェアについて 3

回変数選択を行っており，各ソフトウェアにおける選択回

数の最大値は 3，合計の選択回数の最大値は 15となる．

表 4 の結果から，本実験においてはメソッドの文の数

である NOSと，スライスベースの凝集度メトリクスであ

る Coverageが最も選択された特徴量であることが分かっ

た．各ソフトウェアにおける結果を比較すると，対象ソフ

トウェアによって有用な特徴量が異なることが分かる．た

とえば，ブロック数を表すBLOCKは，AntとArgoUML，

jFreeChart ではすべてのモデルにおいて選択されている

が，jEditでは 1度しか選択されていない．

4.4 考察

まず，各ソフトウェアごとの結果について考察する．各

ソフトウェアごとの結果の差をみると，jFreeChartに対す

る結果が良く，jEditに対する結果が他のソフトウェアに

比べて悪かった．jFreeChart についてより詳細に開発履

歴の調査を行った結果，検出されたメソッド抽出事例が同

一の開発者によって行われていたことが分かった（表 5）．

このことから，jFreeChartではメソッド抽出が行われるメ

ソッドの特徴が一貫しており，予測に有効に作用したので

はないかと考えられる．jEditについては，データセット

の特徴量を調べた結果，メソッド抽出が行われたメソッド

と行われなかったメソッドで，特徴量の値に大きな差がな

いことが分かった．そのため，jEditについてはモデルに

よる予測性能が低かったと考えられる．このように，予測

性能には使用するデータセットが大きく影響することが分

かった．

次に，評価セット中のメソッド抽出が行われたメソッド

の割合を変化させた場合の，結果の変化について考察する．

図 3 に示したグラフから，メソッド抽出が行われたメソッ

ドの割合を減少させても，本実験においてベースラインと

したランダムに予測を行うモデルより良い結果であるこ

とが分かる．これは，今回選択した特徴量がメソッド抽出

が行われるかどうかに関連しており，学習によって予測性

能が向上したことを示している．評価値ごとの変化をみる

と，Recallに大きな変化はないが，Precisionはメソッドの
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割合の減少にともなって低下していることが分かる．その

ため，メソッド抽出が行われたメソッドの割合を減少させ

ても高い予測性能を維持できるように，手法を改善する必

要があると考えられる．手法の改善案としては，特徴量の

追加，出力結果のフィルタリングやデータセットを開発者

ごとに分割するなどの方法があげられる．データセットを

開発者ごとに分割する方法は，jFreeChartに対する予測性

能が良かったことから，有効な手段であると考えられる．

図 3から，最も Precisionが低い傾向にある jEditであっ

ても，メソッド抽出が行われたメソッドの割合が 50%のと

き，Precisionが 0.6以上になっている．jEditの場合，デー

タセット中の 1,004個のメソッドを，10分割交差検定のた

めに 904個の学習セットと 100個の評価セットに分割して

いる．メソッド抽出が行われたメソッドの割合が 50%のと

き，904個の学習セットの半数の 452個がメソッド抽出事

例である．これらのことから，Precisionを 0.6以上に保つ

ためには 450程度のメソッド抽出事例を学習セットに含め

ることが望ましいと考えられる．表 2 および表 3 より，1

メソッド抽出事例あたりのリビジョン数は 10.2～24.0であ

るため，450の事例を収集するためには，4,600～10,000リ

ビジョンが必要であると考えられる．開発プロジェクトの

早期段階には，このようなリビジョン数の履歴が存在する

ことは稀であると考えられるため，類似した成熟プロジェ

クトのメソッド抽出事例を流用する方法の考案をすべきと

考えられる．

各特徴量の有用性について述べる．表 4 より，メソッ

ドの文の数である NOSと，スライスベースの凝集度メト

リクスである Coverageが最も選択された特徴量であった．

NOSは，メソッドのサイズを表す特徴量であり，この特

徴量が多く選択されていたことから，メソッド抽出を行う

かどうかの判断において，メソッドのサイズが重要な要因

であることが分かる．Coverageは，メソッドの内の出力変

数に関連した文の数とメソッドの文数の比の平均を表して

いる．Coverageが低いことは，出力変数に関連のない文が

メソッドに多く存在することを意味している．このことか

ら，メソッドの出力変数に関連した文とそうでない文をメ

ソッド抽出を用いて別々のメソッドに分割しているのでは

ないかと考えられる．

変数選択によって選択された回数が最も少ない特徴量は，

スライスベースの凝集度メトリクスであるOverlapと，メ

ソッド中の case文の数を表す CASEであった．これらの

2つの特徴量について調査したところ，ともに値の分布が

偏っていることが分かった．Overlapは，メソッド内に出

力変数が 1つしかない場合は 1になり，スライスがまった

く重複しない出力変数が存在する場合は 0になるため，多

くのメソッドのOverlapの値は 0か 1となる．また CASE

についても，今回の対象のメソッドの多くは case文が使わ

れていなかった．

変数選択の結果，多く選択される特徴量とあまり選択さ

れない特徴量が分かったが，最も選択されなかった特徴量

でも 15回のうち 6回選択されている．また，各ソフトウェ

アにおける変数選択の結果も異なるものであり，どの特徴

量が有用であるかは変数選択アルゴリズムを適用するまで

分からない．そのため，本提案手法のように，特徴量を計

測する段階では多くの特徴量を計測して，モデルの構築を

行う際に変数選択によって有用なものを選別する方法が有

効であると考えられる．

4.5 妥当性への脅威

本節では，本実験における妥当性への脅威について述

べる．

まず，使用したリファクタリング検出ツールについてで

ある．本手法では，藤原らのリファクタリング検出ツール

が出力した結果のうち類似度の閾値が 0.3以上のものにつ

いて，メソッド抽出が行われたと判断して利用している．

そのため，藤原らのツールの出力結果に誤検出が多く含ま

れている場合や，開発履歴から検出ができなかったメソッ

ド抽出事例が多く存在すると，実験結果に悪影響を与える

可能性がある．ただし，藤原らがツールの検出結果を目視

で確認した結果，Precisionが 0.96，Recallが 0.86と，他

のリファクタリング検出ツールと比べて高い精度であるこ

とが示されており [17]，藤原らのツールの検出結果による

本実験への大きな影響はないと考えられる．

メソッド抽出されなかったメソッドの収集の際，直後の

コミットにおいてメソッド抽出されなかったもののみを収

集したが，直後のコミット以降にメソッド抽出される可能

性が考えられる．本研究では，ソースコードの特徴が直接

影響している可能性が高い直後のコミットのみにおいて，

メソッド抽出の有無を判定した．直後のコミット以降にお

いてメソッド抽出されたメソッドについても，メソッド抽

出されたメソッドとして扱うと，実験結果が変化する可能

性がある．

本研究では，実験対象として 5つのオープンソースのソ

フトウェアを使用したが，今回の実験結果が対象ソフト

ウェアに限定されたものである可能性がある．特に，本実

験で最も良い結果となった jFreeChartについては，他の対

象ソフトウェアに比べてリビジョン数が少ない，検出され

たメソッド抽出事例数も少なかった．そのため，今後様々

な規模のソフトウェアに対して実験を行い，結果がどのよ

うに変化するか確認する必要がある．

本研究では，メソッド抽出が行われるかどうかを判別す

るための特徴量として，メソッドを対象とした特徴量を 15

種類，クラスを対象にした特徴量を 6種類用いた．本研究

では，クラスやメソッドの特徴を定量化し，かつ可読性や

保守性と関連するメトリクスを特徴量として実験に用い

たが，今後既存リファクタリング候補の推薦ツールの出力
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を特徴量として取り入れる方法が考えられる．たとえば，

JDeodorant [14]を用いて，メソッド抽出すべきと判定され

るかどうかの真偽値を特徴量として取り入れるという方法

が考えられる．しかし，リファクタリング候補の推薦ツー

ルは，入力する設定値で出力が変化するため，特徴量を計

測する際に設定値を指定する方法について考案する必要が

ある．

5. まとめと今後の課題

本研究では，機械学習を用いてメソッド抽出リファクタ

リングの対象を推薦する手法を提案した．提案手法では，

メソッド抽出の対象となったメソッドについて，サイズや

複雑度など 21種類の特徴量を計測し，それらを用いて推

薦のための予測モデルを構築した．

実験として，5つのオープンソースソフトウェアに対し

て手法を適用し評価を行った．評価の結果，メソッド抽出

対象となるメソッドのうち 57%から 96%を提案手法によっ

て特定できていることが分かった．また，変数選択アルゴ

リズムの適用結果から，メソッド中の文の数と，スライス

ベースの凝集度メトリクスである Coverageが有用な特徴

量であることが分かった．

今後の課題としては，まず予測性能の向上があげられる．

これについては，特徴量の追加やデータセットを開発者ご

とに分割するなどの方法によって改善することができると

考えられる．次に，ソフトウェア開発プロジェクトの早期

段階に提案手法を適用する方法を考案する必要がある．た

とえば，早期段階のプロジェクトに類似した成熟プロジェ

クトがあれば，成熟プロジェクトにおいて収集したメソッ

ド抽出事例を基に予測モデルを構築し，早期段階のプロ

ジェクトにおけるメソッド抽出の推薦に活用するという方

法が考えられる．このためには，プロジェクト間の類似性

を判定する方法を考案する必要がある．予測モデルを流用

する際に変更を加える必要性の判定方法や，必要性がある

と判定された場合の変更方法も研究課題になると考えられ

る．最後に，成熟プロジェクトにおいて提案手法を適用す

る場合，早期段階のメソッド抽出事例も予測モデルに取り

入れるべきかについて調査する必要がある．早期段階のメ

ソッド抽出事例が予測モデルに悪影響を及ぼしている場合

は，どの程度新しい事例であれば予測モデルに取り入れる

べきかについて調査する必要があると考えられる．
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